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Rozktad Gaussa
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W jaki sposob wyznaczyC parametry rozktadu

1. Dany jest wektor obserwacji X (np. wzrost poszczegdlnych osob w
grupie)

2. Zaktadamy, ze wzrost jest zmienng losowg o rozktadzie normalnym
(Gaussa), ktorych parametrow 1 i o nie znamy

3. Zaktadamy, ze prawdopodobienstwo pojawienia sie osoby o
okreslonym wzroscie wynosi:

p(x|p,0%) = N(x|p, o%)







W jaki sposob wyznaczyC parametry rozktadu

4. Szukamy tgcznego prawdopodobienstwa wystgpienia wszystkich
zdarzen — wylosowania grupy osob

p(r1, o, x3,24) = pla1)p(x2)p(xs)p(ry) =% Independent and

identically
distributed

Co w naszym przypadku prowadzi do nastepujgcego wzoru

N
p(X|p, 0°) = H N (:ﬂﬂ_l,u: E."E)
n=1



W jaki sposob wyznaczyC parametry rozktadu

Otrzymana funkcja nazywa sie funkcjg wiarygodnosci (likelihood
function)

Funkcja wiarygodnosci (wiarygodnosc¢) — w statystyce,

funkcja parametru modelu i proby losowej, ktora jest proporcjonalna
do prawdopodobienstwa zaobserwowania proby o konkretnej postaci
przy roznych parametrach modelu. Wyraza ,wiarygodnosc¢” wartosci
parametru w obliczu danych.

N
Xt 0®) = T[N (2l

n=1

https://pl.wikipedia.org/wiki/Funkcia wiarygodno%C5%9Bci



https://pl.wikipedia.org/wiki/Funkcja_wiarygodno%C5%9Bci

W jaki sposob wyznaczyC parametry rozktadu

* In statistics, the likelihood function (often simply called
the likelihood) measures the goodness of fit of a statistical model to
a sample of data for given values of the unknown parameters. It is
formed from the joint probability distribution of the sample, but
viewed and used as a function of the parameters only, thus treating
the random variables as fixed at the observed values

N

p.0%) = [ A (ali )

n=1

https://en.wikipedia.org/wiki/Likelihood function



https://en.wikipedia.org/wiki/Likelihood_function

W jaki sposob wyznaczyC parametry rozktadu

Chcemy aby nasze dopasowanie byto jak najlepsze, dlatego funkcje
wiarygodnosci maksymalizujemy. Procedura uzyskania parametrow,
ktore maksymalizuja te funkcje nazywamy:

Maximum Likelihood Estimation (IMLE)

N
max p(X | g, 0°) = H N (zy | p,0%)

H-o n=1



W jaki sposob wyznaczyC parametry rozktadu

Uzyskana forma funkcji wiarygodnosci jest podatna na niestabilnosc
numeryczng. Niskie wartosci prawdopodobienstwa moga prowadzi¢ do
bardzo matych liczb bliskich zera. Aby temu zapobiec korzystamy z
wtasciwosci logarytmow:

log(ab) = log(a) + log(b)

Logarytm jest monotoniczng funkcjg rosngcg, wiec maksymalizacja
logarytmu danej funkcji jest rownoznaczna maksymalizacji samej

funkgji

arg mxaxlog(f(m)) = argmax f(x)



W jaki sposob wyznaczyC parametry rozktadu

Wykorzystujgc opisane wtasnosci mozemy zapisac:

N
log p(X|p1,0) = Y log N (2|1, 0)
n=1



W jaki sposob wyznaczy¢ parametry rozktadu

Po podstawieniu rownania rozktadu Gaussowskiego i uproszczeniu
otrzymujemy:

Inp (X|u,0%) = —: 1; Z(iﬂn — 11)° Y no? j;,? (27)

n=1

.- 1 1 )
N 2\ _ o N2
N (z|p,0?) = o212 L.Xp{ 202(: i) }

Uzyskanie parametrow maksymalizujgcych rownanie:

N
1 1
HML — E E In omI, = N Z — L)’

n=1



Regresja
Funkcja wiarygodnosci jest pojeciem ogolnym, stosowanym do duzego

zakresu roznych algorytmow.
Regresje mozemy przedstawic jako model probabilistyczny:

p(tlx, w,3) = N(Hy(fﬂtw)?ﬁ_l)



Regresja

y(jj[]: W)




Regresja— funkcja wia rygod NOSCI

:ﬁ HN ﬂ;‘,_;" Ln, W 1)

n=1

p(t

Podstawiajgc rownanie na rozktad Gaussa oraz logarytmujgc dwie strony
funkcji wiarygodnosci:




Regresja — funkcja wiarygodnosci

Aby uzyskac parametr B maksymalizujgcy funkcje wiarygodnosci
korzystamy z rownania

1

BML

N
1 v
- N Z {y(:ﬂ?’l.j WI%-'IL) — tn}ﬁ

n=1



Regresja— ostateczny model

Ostatecznie otrzymujemy , rozktad predykcyjny” (predictive
distribution)

jﬁi(t‘fﬂ, WML- ,igh.-IL) — N (t|y(:r::, WI%‘IL)'-' jii)



Regresja logistyczna

Model probabilistyczny dwuklasowej regresiji logistycznej wyrazony jest
wzorami:

p(Cilo) =y(p) =0 (W @)
p(cﬁ‘fﬁ’) =1 — P(Cl‘fﬁ’)

o()

jest funkcja sigmoidalna



Regresja logistyczna — funkcja wiarygodnosci

Funkcja wiarygodnosci dla takiego modelu wyglada nastepujgco

N
p(t‘w) - H y-fzﬂ {1 o yﬂ}l_tn
n=1 \ J

o (WTQ‘))



Regresja logistyczna — funkcja wiarygodnosci

Po zlogarytmowaniu i uproszczeniu, otrzymujemy dobrze znang funkcje
nazywang , binary cross entropy”

_ lIlp t‘w Z {f In Tjn ]. — tn) lﬂ(]- — ?}‘Tl)}

n=1



Funkcja wiarygodnosci - podsumowanie

O\, = arg max andel(X; 9)
0

Tr.
= arg max [ [ prncaci(z ¥; 0)
1=1

Funkcja wiarygodnosci moze by¢ zastosowana do rozktadow warunkowych
(uczenie nadzorowane)

GI\«'IL — arg 111ax P(Y ‘ X; 9)
0



PCA - Principal Conponent Analysis

Algorytm PCA wykorzystywany jest do redukcji wymiarowosci danych
Zastosowania:

- Kompresja danych

- Ekstrakcja cech

- Wizualizacja danych



PCA - wzor J(W.Z) = 3 [x; — %2

1=1

s = W =Wz

! ! |

Zmienna obserwowana Zmienna ukryta Rekonstrukcja
(observed variable) (latent variable)



PCA - Intuicja
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PCA - rekonstrukcja
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Autoenkodery

Na podobnej zasadzie do PCA dziatajg autoenkodery, ktore sg oparte o
sieci nheuronowe

Dekoder
Enkoder

1 P
J(0) = — §£:||J:——Iﬂ|“



Autoenkodery - wykorzystanie

* Redukcja wymiarowosci
* Wizualizacja
* Odszumianie (denoising autoencoders)

* Nienadzorowana ekstrakcja cech (nie potrzeba danych
oetykietowanych)



Probabilistyczne PCA

Uogdlnieniem algorytmu PCA, jest probabilistyczne PCA



Probabilistyczne PCA — budowa modelu

Definiujemy rownanie na zmienng obserwowang

r=Wz+pu+e

Ze wzgledu na to, ze € jest zmienng losowg, x rowniez jest zmienng
losowg wyrazong rozktadem

p(x|z) = N(x|Wz + p,0°

\1/

Parametry modelu



Probabilistyczne PCA — budowa modelu

Zaktadamy rozktad zmiennej ukrytej z (latent variable) jako
wielowymiarowy rozktad Gaussa:

p(z) = N(2]0,T)




Probabilistyczne PCA — model generatywny

Zdefiniowane prawdopodobienstwa umozliwiajg nam generowanie

przyktadow z rozktadu p(x), ktory jest rozktadem danych (data
distribution)

1. Losujemy zmienng ukrytg z rozktadu p(z)

2. Losujemy zmienng obserwowang z rozktadu p(x|z) wykorzystujac
wylosowane z



0
5
0
15
20
5
0
5
0
15
20
5

=] [l =] [Ty < 4] =] u (=] [Ty =] w1



Dwie zasady prawdopodobienstwa

The Rules of Probability

sum rule p(X) = Zp(X, Y) (1.10)

product rule p(X,Y) =p(Y|X)p(X). (1.11)



Marginal and Conditional Gaussians

Given a marginal Gaussian distribution for x and a conditional Gaussian distri-
bution for y given x in the form

p(x) = N(x|p, A7) (2.113)

p(ylx) = N(y|[Ax+b, L") (2.114)

the marginal distribution of y and the conditional distribution of x given y are
given by

ply) = N(ylAp+b,L™'+AAT'AT) (2.115)

p(x[y) N(x|Z{A"L(y —b) + Ap}, %) (2.116)

where
»=(A+A'LA) . (2.117)



Probabilistic PCA — zbior rozktadow
p(z) = N(z|0,1) p(x|z) = N (x|Wz + p, o*T)

T~ —

Wynikajgce z budowy modelu
p(x) = N(z|p.C) p(z[x) = N (2 M '"WT(x — p), 0 *M)

v v

Otrzymane z zasad sumy i Otrzymane z twierdzenia Bayesa
iloczynu prawdopodobienstwa

p(x,z) =p(x | 2)p(z) R p(.l“:)p(:)
p(z|r) = 1
plx) = /p(,r. 2)dz = /p(.r | z)p(z)dz p('l)



Probabilistic PCA — rozktad p(x)

W probabilistycznym PCA, mozemy obliczy¢ funkcje wiarygodnosci.
Aby to zrobi¢ nalezy wyznaczyc¢ rozktad p(x)

Majac zdefiniowane rozktady p(z) oraz p(x|z) mozemy z tatwoscia

obliczy¢ rozktad p(x), wykorzystujgc zasady iloczyny i sumy
prawdopodobienstwa

p(x,2) = plx | 2)p(2)

plxr) = /p(.r.:)d, = /p r | z)p(z)dz

Znane rozktady Gaussa



Funkcja wiarygodnosci

Majac wyznaczone p(x), mozemy wyznaczy¢ funkcje wiarygodnosci dla
posiadanych danych. Jak zazwyczaj, uzywa sie logarytmu funkgcji
wiarygodnosci w celu utatwienia obliczen. Parametrami naszego

modelu sg W, y, i 02

N
Inp(X|p, W,0%) =Y " Inp(xn|W, ,0?)

n=1
N

Y (xn—w)TC™ (% — 1)

n=1

1
2

ND N
= — ]1’1(2’?!‘)—%111‘0‘—




Maksymalizacja funkcji wiarygodnosci

Maksymalizacje funkcji wiarygodnosci mozna dokonac¢ na dwa sposoby

* Closed-form solution — obliczenie parametrow z rownan

== D
— 1
I‘L x oML = DM ; Ai
W = Up(Lay — 01)/?R o
ML m(La — o°1)

* Expectation Maximization — algorytm iteracyjny wyznaczania
parametrow modelu

Losowo wybieramy parametry modelu, nastepnie podczas kazdej
iteracji parametry sg akutalizowane



PCA - przypadek szczegdlny PPCA

Przy o -> 0 algorytm PPCA staje sie algorytmem PCA

p(z|x) = N (z( y“M)

v

Standardowe PCA



Algorytm EM dla PCA

L

= (ngdwnld)_lwgdx
and the M step (12.56) takes the form

Woew = XTQT(QOQT) L.



Zalety PPCA

We can derive an EM algorithm for PCA that is computationally efficient in
situations where only a few leading eigenvectors are required and that avoids
having to evaluate the data covariance matrix as an intermediate step.

e The combination of a probabilistic model and EM allows us to deal with miss-
ing values in the data set.

Probabilistic PCA forms the basis for a Bayesian treatment of PCA in which
the dimensionality of the principal subspace can be found automatically from
the data.

The existence of a likelihood function allows direct comparison with other
probabilistic density models. By contrast, conventional PCA will assign a low
reconstruction cost to data points that are close to the principal subspace even
if they lie arbitrarily far from the training data.

Probabilistic PCA can be used to model class-conditional densities and hence
be applied to classification problems.

The probabilistic PCA model can be run generatively to provide samples from
the distribution.



Wariacyjny autoenkoder

p(v[h) =d(6,h)

Z budowy modelu




Wariacyjny autoenkoder o(v|h) = d(6,h)

Z budowy modelu

Twierdzenie 1

Trudne w
obliczeniu ze
wzgledu na
nieliniowosc
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Uczenie autoenkodera wariacyjnego

Chcac uczyC¢ wariacyjny autoenkoder musimy przygotowac funkcje
wiarygodnosci:

log p(v)
v — visible
h - hidden

Niestety, rozktad p(v) i rozktad p(h|v) s3 ,intractable’ i mogg zostaé
obliczone tylko numerycznie, co jest bardzo kosztowne



Approximate Inference

Negative Free Energy
Evidence Lower Bound (ELBO)

Takimi problemami w uczeniu maszynowym zajmuje sie dziedzina
,Approximate Inference’

Zamiast funkcji wiarygodnosci
log p(v) maksymalizujemy funkcje :

ﬁ(ﬂa 9*@) = kjgﬁ(t’; 9) o DKL (Q(h’ ‘ 'U)Hﬁ(h ‘ U, 9))

| | |

Parametryzowany Trudne w

Trudne
u W rozktad Gaussa obliczeniu

obliczeniu



Aproksymacja
rozktadu f
p(h|v)

;l‘ 'r -~
-(
"f"._

Losowanie

Enkoder(v) === |, 0  wmmp h  ===Pp Dekoder(h) =P v*



Po kilku obliczeniach . . .

L(v,0,q) =logp(v;0) — Dxr(q(h | v)|p(h | v;0))
q(h | v)
=1 :0) — E
Dgp(fUJ ) hwaﬂg p(h ’U)
q(h | v)
=logp(v; 0) — Ep,log o0
p(v;0)

=log p(v; 0) — Ey,[logq(h | v) —logp(h, v; 0) +log p(v; 6)]
= — Ephq logg(h | v) —logp(h,v;0)].



Po kilku obliczeniach . . .

L(0;v'D) = —Dgr(qo(h|v')||pe(h)) + E(log pe(v'?| h))

/ !

Rozktad Gaussa, Przyjety rozkfad Réznica pomiedzy przyktadam v, a
parametryzowany Gaussa jago odtworzeniem
przez enkoder W zaleznosci od zadania:

- MSE

- binary cross entropy

po(h) = N(h:0.,1)



Po kilku obliczeniach . ..

£(6:v?) = —Dic(ga(h|v®)||pa(h)) + E(log ps(v®] h))

—Dic (g0 () ||po(h) = / 26(h) (1og pe (h) — log ga(h)) dh

Z 1"‘103( JJ (ﬂj)g (o )2)
j=l



Po kilku obliczeniach . . .

J

L
1 1 7 1 i,
)= 5 2 (1 +10((")) = (577" = (0")%) + T 3 lompo(uIn)

l

MSE lub binary cross-entropy
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/alety VAE wzgledem AE

- Wypetnienie przestrzeni
- Disentangle of factors (rozwiktanie czynnikow)



Materiaty

* Christopher Bishop, ,Pattern Recognition and Machine Learning”
* Bengio Yoshua, Courville Aaron, Goodfellow lan, ,,Deep Learning”
* Diederik P Kingma, Max Welling, ,,Auto-Encoding Variational Bayes”



