skupien

Krotkie wprowadzenie do spektralnej analizy

Duze zbiory danych

Stawomir T. Wierzchon

http://www.ipipan.waw.pl/ " stw/sem190218/ML_PG.pdf

Instytut Podstaw Informatyki PAN

PAN

Seminarium ,Machine Learning Gdansk”
Gdansk, 19 lutego 2018



http://www.ipipan.waw.pl/~stw/sem190218/ML_PG.pdf

Tresé

Szybkie intro
Algorytm NJW
Wady ,klasycznego” grupowania spektralnego

Szybkie grupowanie spektralne
m Sygnaty i ich filtrowanie
m Szacowanie odlegtosci w przestrzeni spektralne;
m Przyblizone wyznaczanie \j
m Compressive spectral clustering

S.T. Wierzchon IPI PAN



Literatura

m strona: Applications of spectral graph theory

m U. von Luxburg. A tutorial on spectral clustering. Statistics
and Computing, 17(4):395-416, 2007

m H. Jia, et al. The latest research progress on spectral
clustering. Neural Comput. & Applic., 24(7-8):1477-1486,
2014

M. Filippone, et al. A survey on spectral and kernel methods
for clustering. Pattern Recognition, 41(1):176-190, 2008

F. Chung. Spectral Graph Theory. AMS, Providence, RI, 1997

m S.T. Wierzchon, M.A. Kfopotek. Modern Algorithms of
Cluster Analysis, Springer 2018

S.T. Wierzchon IPI PAN


https://sites.google.com/site/spectralgraphtheory/
https://arxiv.org/abs/0711.0189
https://www.researchgate.net/profile/Shifei_Ding/publication/257435961_The_latest_research_progress_on_spectral_clustering/links/0046353696f2b4cc5a000000.pdf
https://www.researchgate.net/profile/Shifei_Ding/publication/257435961_The_latest_research_progress_on_spectral_clustering/links/0046353696f2b4cc5a000000.pdf
http://eprints.gla.ac.uk/56336/1/56336.pdf
http://eprints.gla.ac.uk/56336/1/56336.pdf
http://www.springer.com/la/book/9783319693071
http://www.springer.com/la/book/9783319693071

Szybkie intro

B X =(x1,...,Xm)" € R™" — macierz danych.

m S € R™*™ — macierz podobienstwa; s;; = s(x;, x;), np.
sij = exp (||x; — x;||2/c?), przy czym s;; = 0 gdy
exp ([Ix; — x[|*/0%) < 7.

m Podsumowaniem jest nieskierowany, wazony graf
= (V,E,S), gdzie V={w,...,vpm) ={1,...,m},
{i,j} € E gdy sjj > 0.

S.T. Wierzchon IPI PAN



Skupienie — rézne spojrzenia

0 02

15 -1 05 o 05 1 15 2 25

Rysunek: Spojrzenie ,globalne”: skupienia to zwarte i dobrze separowalne
grupy obiektéw vs spojrzenie ,lokalne": skupienie to zbiér wzajemnie

podobnych obiektéw.
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Szybkie intro: kryteria rozcinania grafu

Niech cut(A, B) = 3 jca > jep Sij- Wowczas

k
Cut(Cl, e Ck) = ZCU’C(C:,', CJC)
j=1
k_cut(C;, C¢
RCUt(Cl, cey Ck) = Z M

g

K cut(C;, CF)

NCUt(C]_,...,Ck):ZW
J

j=1

gdzie G = V\(j;, vol(G) = Z d;
i€
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Szybkie intro: Laplasjan kombinatoryczny

m L =D -5, gdzie D = diag(Se) = diag(dy,...,dm).

m L symetryczna i dodatnio pét-okreslona, tzn.
x"Lx = 3 > 7= sij(xi — x;)?

m L= UAUT, A =diag(A1,...,Am), U= (u1,...,up), oraz
O= X< < - < Ay u1=ce¢2juj-2=0.

m ([ spdjny) = A > 0. Jezeli ' = (V,E’), E' C E to
Ao(I") < Az(T)
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Przyktad: Graf i jego laplasjan
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Przyktad: Porzadek Fiedlera

(@) (b)

Rysunek: macierz L: (a) oryginalna, (b) po posortowaniu wzgledem
wartosci up
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Przyktad: Porzadek Fiedlera

Rysunek: macierz L: (a) oryginalna, (b) po posortowaniu wzgledem
wartosci up
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Szybkie intro: normalizowany Laplasjan

m L=DY2ID712=1-D"Y25D"1/2,

m L symetryczna i dodatnio pét-okreslona, tzn.
xTLx = 5 3Ty si(xi/v/di = x/\/d})?

m L= UAUT, A =diag(A1,...,A\m), U= (u1,...,upy), oraz
0=M <A< - <Ay <2 u=DY2%e \p=2wtw. I -
graf dwudzielny.
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Szybkie intro: wiecej o RCut (1)

Niech H = (hy, ..., hy) bedzie macierza taka, ze
{ 1/\/IGl vie G . i=1,...,mj=1,....k
wp.p.
Mamy |[hj|| = hTh; =1, hTh; =0, i #j tzn. HTH =1L
cut(Gj;, €f)

hiLh; = so 5(haj — hsj)* = e (H'LH);
B j

k
RCut(Cl, e Ck) = Z h}th = Z(HTLH)_U = tr(HTLH)
j=1 =1
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Szybkie intro: wiecej o RCut (2)

min tr(HTLH), gdzie H jak wyzej
(C17"'7Ck)eck
Relaksacja:

min tr(HTLH)
HeRka
HTH=I

Na mocy tw. Fan'a (1947), por. (Mirzal & Furukawa, 2010)

min tr(HTLH) = Z)\ jezell H = (ug,...,ul)R
HeRnXk
HTH=I
gdzie u; - wektor wtasny odpowiadajacy i-tej minimalnej w.w. A;
laplasjanu L, oraz R € CK*k — macierz unitarna.
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Szybkie intro: wigcej o NCut (1)

Niech H = (hy, ..., hy) bedzie macierza taka, ze
hy = 1/\vol(G) vie G L i=1,....mj=1,...,k
0 wp.p.

Mamy hTDh; = 1, hTh; =0, i # j tzn. HTDH =1.

o , (G CF) g
hjLh; = C%;Sa,ﬁ(haj — hgj)” = Twi(G) (H"LH)j

k
NCut(Cy,...,C) = > hiLh; = S (H'LH); = tr(H'LH)
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Szybkie intro: wiecej o Ncut (2)

Relaksacja zadania NCut przyjmuje postaé

min tr(HTLH)
HeRnXk
HTDH=I

Niech Q = DY/2H. Wéwczas

min tr[QT(D*1/2LD*1/2)Q] = min tr(QTEQ)
QE]R"Xk QeRnXk
QTQ=I QTQ=I
i mozna skorzysta¢ z tw. Fan'a (1949), tzn. rozwigzaniem jest
Q = (u1,...,ux)R, gdzie u; to i-ty wektor wtasny macierzy
L=D12 D12
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Algorytm NJW ( ) — skad taki
pomyst?
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https://papers.nips.cc/paper/2092-on-spectral-clustering-analysis-and-an-algorithm.pdf

Algorytm NJW ( ) — skad taki
pomyst?

Dane s3 3 roztaczne grupy Ci, G, G5

s o 0 £1 0 0
S=| 0 s@ o = L£=]| 0 £@ o
0 0 SG 0 0o L0
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Algorytm NJW ( ) — skad taki
pomyst?

Dane s3 3 roztaczne grupy Ci, G, G5

s o 0 £1 0 0
S=| 0 s@ o = L£=]| 0 £@ o
0 0 SG 0 0o L0

Dominujace wektory witasne

yO 0 0
Y g 0 y(2) O ’y(i) =V D(i)eci
0 0 y®
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Algorytm NJW ( ) — skad taki
pomyst?

Dane s3 3 roztaczne grupy Ci, G, G5

s o o0 £ 0 0
S=| 0 s@ o = L£=]| 0 £@ o
0 0 SG 0 0o L0

Dominujace wektory witasne

y o0 0 ' e, 0 0
Y= 0 y@ o |,yD=v Dilec.=Z=| 0 e O
0o 0 y® 0 0 ec
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Algorytm NJW
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Algorytm NJW

WE: symetryczna macierz S taka, ze s; =0
wyznacz S = D-1/25p-1/2,
D = diag(Se) = diag(dy,...,dm)
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Algorytm NJW

WE: symetryczna macierz S taka, ze s; =0
wyznacz S = D-1/25p-1/2,
D = diag(Se) = diag(dy,...,dm)

wyznacz Y = (y1,...,Y¥«); ¥j — J-ty dominujacy wektor
wilasny S
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Algorytm NJW

WE: symetryczna macierz S taka, ze s; =0
wyznacz S = D~1/25p-1/2,
D = diag(Se) = diag(dy,...,dm)
wyznacz Y = (y1,...,Y¥«); ¥j — J-ty dominujacy wektor

wilasny S
rzutuj wiersze macierzy Y na sfere jednostkowa, tzn. utworz
macierz Z = [z;], i=1,...,m, j=1,..., k o elementach

zi = yij/llyill
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Algorytm NJW

WE: symetryczna macierz S taka, ze s; =0
wyznacz S = D~1/25p-1/2,
D = diag(Se) = diag(dy,...,dm)
wyznacz Y = (y1,...,Y¥«); ¥j — J-ty dominujacy wektor

wilasny S
rzutuj wiersze macierzy Y na sfere jednostkowa, tzn. utworz
macierz Z = [z;], i=1,...,m, j=1,..., k o elementach

zi = yij/llyill

wyznacz finalny podziat danych reprezentowanych przez
macierz Z.
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Algorytm NJW - wyznaczanie finalnego podziatu danych
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http://dl.acm.org/citation.cfm?id=2891460.2891520
https://papers.nips.cc/paper/1992-spectral-relaxation-for-k-means-clustering.pdf
http://www.sciencedirect.com/science/article/pii/S0377042712003093
https://arxiv.org/abs/1609.08251

Algorytm NJW - wyznaczanie finalnego podziatu danych

Zastosuj:

algorytm k-$rednich,
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Algorytm NJW - wyznaczanie finalnego podziatu danych

Zastosuj:
algorytm k-$rednich,

algorytm rotacji spektralnej (Huang, Nie, & Huang, 2013):
ming 4 || YQ — H||r p.o. QTQ =1, H € {0, 1ymxk,
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Algorytm NJW - wyznaczanie finalnego podziatu danych

Zastosuj:

algorytm k-$rednich,

algorytm rotacji spektralnej (Huang, Nie, & Huang, 2013):
ming 4 || YQ — H||r p.o. QTQ =1, H € {0, 1ymxk,

QR faktoryzacje (Zha, He, Ding, Gu, & Simon, 2001),
(Freder, & van Barel, 2010), (Damle, Minden, & Ying)
[Q,R,P]=qr(Y?); %QTQ =1, P — macierz permut.
u=inv(R(1:K,1:K))*R*P’;

[trep, 1] =max(abs(u), [ 2);
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Algorytm NJW - wyznaczanie finalnego podziatu danych

Zastosuj:

algorytm k-$rednich,

algorytm rotacji spektralnej (Huang, Nie, & Huang, 2013):
ming 4 || YQ — H||r p.o. QTQ =1, H € {0, 1ymxk,

QR faktoryzacje (Zha, He, Ding, Gu, & Simon, 2001),
(Freder, & van Barel, 2010), (Damle, Minden, & Ying)
[Q,R,P]=qr(Y?); %QTQ =1, P — macierz permut.
u=inv(R(1:K,1:K))*R*P’;

[trep, 1] =max(abs(u), [ 2);
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Algorytm NJW - wyznaczanie finalnego podziatu danych

Zastosuj:

algorytm k-$rednich,

algorytm rotacji spektralnej (Huang, Nie, & Huang, 2013):
ming 4 || YQ — H||r p.o. QTQ =1, H € {0, 1ymxk,

QR faktoryzacje (Zha, He, Ding, Gu, & Simon, 2001),
(Freder, & van Barel, 2010), (Damle, Minden, & Ying)
[Q,R,P]=qr(Y?); %QTQ =1, P — macierz permut.
u=inv(R(1:K,1:K))*R*P’;

[trup, 1] =max(abs(u), | 2);
Dla Z € R2900%3: wariant (1) trwa 0.03737 4 0.00958, a

randomizowany wariat (3): 107%(4.8034 4- 5.0504) ~ 0.001067
(Srednie z 50 powtdrzen).
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Wyzwania podejscia spektralnego
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Wyzwania podejscia spektralnego

m Zfozono$¢ pamieciowa: O(m?),
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Wyzwania podejscia spektralnego

m Zfozono$¢ pamieciowa: O(m?),

m Ztozonoé¢ czasowa O(m?)
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Wyzwania podejscia spektralnego

m Zfozono$¢ pamieciowa: O(m?),
m Ztozonoé¢ czasowa O(m?)

m Konieczno$¢ reklasyfikacji
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Wyzwania podejscia spektralnego

Ztozono$¢ pamieciowa: O(m?),
Ztozono$¢ czasowa O(m?)
Konieczno$¢ reklasyfikacji

Jak klasyfikowa¢ nowe obserwacje?
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Nowe podejscia do pokonywania ztozonosci
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http://www.stat.berkeley.edu/~mmahoney/pubs/RandNLA_in_CACM_2016.pdf
http://www.stat.berkeley.edu/~mmahoney/pubs/RandNLA_in_CACM_2016.pdf
http://arxiv.org/abs/1608.04481
http://www.sciencedirect.com/science/article/pii/S0925231211000592
http://www.sciencedirect.com/science/article/pii/S0925231211000592
http://www.sciencedirect.com/science/article/pii/S0377042712003093
https://arxiv.org/abs/1602.02018
https://arxiv.org/abs/1602.02018

Nowe podejscia do pokonywania ztozonosci

RanNLA — Randomized Numerical Linear Algebra (Drineas,
& Mahoney, 2016),(Mahoney, 2016): Randomizacja jako
narzedzie wspomagajace konstrukcje algorytmdw o matym
czasie wykonywania i lepszej stabilnosci. Jednym z gtéwnych
chwytdw jest sketching: zastapienie duzej macierzy A
mniejsza, np. A = AQ, ktéra reprezentuje istotne wiasnosci A.
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Nowe podejscia do pokonywania ztozonosci

RanNLA — Randomized Numerical Linear Algebra (Drineas,
& Mahoney, 2016),(Mahoney, 2016): Randomizacja jako
narzedzie wspomagajace konstrukcje algorytmdw o matym
czasie wykonywania i lepszej stabilnosci. Jednym z gtéwnych
chwytdw jest sketching: zastapienie duzej macierzy A
mniejsza, np. A = AQ, ktéra reprezentuje istotne wiasnosci A.

Sparsity (wybdr podzbioru obserwacji z X): (Alzate, &
Suykens, 2011), (Federix, & van Barel, 2010), oraz
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Nowe podejscia do pokonywania ztozonosci

RanNLA — Randomized Numerical Linear Algebra (Drineas,
& Mahoney, 2016),(Mahoney, 2016): Randomizacja jako
narzedzie wspomagajace konstrukcje algorytmdw o matym
czasie wykonywania i lepszej stabilnosci. Jednym z gtéwnych
chwytdw jest sketching: zastapienie duzej macierzy A
mniejsza, np. A = AQ, ktéra reprezentuje istotne wiasnosci A.

Sparsity (wybdr podzbioru obserwacji z X): (Alzate, &
Suykens, 2011), (Federix, & van Barel, 2010), oraz

Compressed sensing, np. (Tremblay, Puy, Gribonval, &
Vandergheynst, 2016)
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Sygnaty na grafach — literatura

A. Sandryhaila, J.M.F. Moura: Big data analysis with signal
processing on graphs

D. Shuman et al. The emerging field of signal processing on
graphs

D.K. Hammond eta al. Wavelets on graphs via spectral graph
theory

A |. Pesenson: Sampling in Paley-Wiener spaces on
combinatorial graphs

S.T. Wierzchon IPI PAN


http://www.ece.rochester.edu/~gmateosb/ECE442/Readings/graph_sp_2.pdf
http://www.ece.rochester.edu/~gmateosb/ECE442/Readings/graph_sp_2.pdf
http://www.macalester.edu/~dshuman1/papers/journal/shuman_et_al_spm_2013.pdf
http://www.macalester.edu/~dshuman1/papers/journal/shuman_et_al_spm_2013.pdf
http://www.sciencedirect.com/science/article/pii/S1063520310000552
http://www.sciencedirect.com/science/article/pii/S1063520310000552
https://arxiv.org/abs/1111.5896
https://arxiv.org/abs/1111.5896

Sygnaty i ich filtrowanie

m Sygnat: s: V — R; s zastepujemy przez wektor s € R™.
m Jezeli h: [0,2] —» R, to H = h(L) = Uh(A)U" - filtr grafowy,
przy czym h(A) = diag(h(A1, ..., h(Am)). H = H™.
§ = Hs = (s"H)T — przefiltrowany sygnat.
m Jezeli hy (A) =1gdy A< Agihy (A)=0w p.p., to
Hy, = UxUL, gdzie Uy = U(:, 1 : k) — filtr dolnoprzepustowy.
m Przyjmujac wielomianowa aproksymacje
h(§) ~ IA1(§) = Z?:o aeé’. W tym przypadku

P
Hs~ As =Y auL's; L's=L(L"s)
=0
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Filtr dolnoprzepustowy — aproksymacja

1} | 1r l
Z 05} | Z 05} s
| | (B | |
0%\ \ \4 0?\ | |
0 1 2 0 1 2
A

Rysunek: Aproksymacja Czebyszewa (lewy rys.) oraz
Czebyszewa-Jacksona (prawy). Hs = Y7 _, a, To(L), gdzie To(L) ='s,
Tl(ﬁ) = Ls —s, Tg([:) = 2([:7_@,1(5) — Tg_l(ﬁ)) — Tg_2(£), l>1.
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Szacowanie odlegtosci w przestrzeni spektralne;

Niech Hy, = UxUf, &; — i-ty wiersz macierzy I. Niech R™*"
macierz o elementach rjj ~ N(0,1/7n). Wtedy

(H\R)'6; = (RTUk)(US;) = R'f;
gdzie f; = (y')T - transponowany i-ty wiersz macierzy Y = Uy

(krok 2 w NJW), a R = RTU, € R"*™ macierz o elementach
rij ~ N(0,1/n).
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Lemat Johnsona-Lindenstraussa(

Let P be an arbitrary set of m points in R" represented as an

m x n matrix A. Given €, > 0 let no(m, e, 3) = 22/4%—2?3% Inm. For

any n > no let R be a n X n random matrix with elements

- +1 p=1/(20)
SN, =1 T PZYZ VBl 1 p=1/(20)
-1 p=1/2 0 otherwise

Let g: R" — R" map i-th row of A to i-th row of E = AR/./7.
Then with prob. at least 1 — m=? for all u,v € P

(1= e)llu—v]*<llg(u) — gMI* < (1 +e)lu—v|?
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/Zastosowanie lematu J-L

Przyjmujac g(f;) = R'f; = (Hx, R)*d; = f; mamy
dj = [If: — il = llg(F) — &(F)]

Stosujac lemat J-L stwierdzamy, ze dla dowolnych € € (0,1] i
B >0, jezeli n > no(m, e, B) to z prawdopodobienstwem
przynajmniej 1 — m~% mamy

(1 —€)dy < dj < (14 €)dj

WAZNE: H,, mozna zastapic jego aproksymacja Hy,
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PROBLEM

JAK WYZNACZYC \.?
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Przyblizone wyznaczanie A\, (1)

m E. Di Napoli et al.: Efficient estimation of eigenvalue counts
in an interval, T. Li et al. Fast compressive spectral clustering.

m Jezeli A jest nieosobliwa i hermitowska, to A= UAUT przy
czym liczba dodatnich wartosci wtasnych (w.w.) A jest réwna
liczbie dodatnich w.w. A (Sturm count). Liczba i, p) w.w.
nalezacych do przedziatu [a, b] jest réwna réznicy miedzy
liczba dodatnich w.w. macierzy A — bl oraz A — al.

m Niech P =3"c(, 5 upu}, (projektor spektralny).

Ha,b] = tr(P) = nlv j;l V}PVJ',

[ab] = 270 Simo aiv] Ti(L)v;.
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https://arxiv.org/abs/1308.4275
https://arxiv.org/abs/1308.4275
https://www.computer.org/csdl/proceedings/icdm/2017/3835/00/3835a949.pdf

Przyblizone wyznaczanie A\, (2)

B Apin =0, Amax =2
m while (counts =k)

L >\mid = ()\min + /\max)/2

m jch = jackson_cheby_poly_coeffs(0, Apmis, 0, 2, order)
B wyznacz counts = fi[o,x,]

m if counts > k, Apax = Amid, €lse A\nin = Amid;

B\ = ()\min + /\max)/2
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Przyblizone wyznaczanie A\, (Przykfad — sie¢ karate)

Rysunek: Rzeczywiste (niebieski) i przyblizone (czerwony) w.w.

S.T. Wierzchon IPI PAN



Compressive spectral clustering (Tremblay et al., 2016

m WE: laplasjan L, liczba skupien k, parametry: n = 4 log m,
p =50

Wyznacz przyblizong wartos$¢ Nk

Wyznacz aproksymacje 775\’( oraz l:I;\k

Filtruj losowa macierz R, F = (Fl;\k R).
Wyznacz wektory cech f; = (F'8;)/| FTd;||

zastosuj algorytm k-$rednich do zbioru {fl, el fm}
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Dziekuje za uwage
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