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o Klasyka z broda:
e zbiér danych Iris
o analiza skfadowych gtéwnych (PCA), czyli redukcja wymiaru

przy pomocy algebry liniowej i przyblizenia rozktadem Gaussa
e rzut oka na szczegéty na przyktadzie Iris

@ Sztuczna inteligencja, czyli jak zapomnie¢ matematyke i
zawierzy¢ sieciom neuronowym

o liniowy auto-encoder i PCA
e pytania?

Zaktadam, ze stuchacz tylko otart sie kiedys o algebre wektoréw i

macierzy i rachunek prawdopodobienstwa. Catos¢ jest for dummies.
Mam nadzieje . ..

Przerywa¢ prosze! Jak cos trzeba bedzie pominaé to nie szkodzi!
Dyskusja z Mitymi Stuchaczami zawsze ciekawsza!
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Kosaciec, czyli Iris

W 1936 roku Ronald Fisher w klasycznej pracy o klasyfikacji
(liniowej) opart sie na pomiarach czterech cech trzech gatunkéw
kwiatéw z rodziny kosaécéw (50 pomiaréw dla kazdego gatunku).

THE USE OF MULTIPLE MEASUREMENTS IN

TAXONOMIC PROBLEMS 180 MULTIPLE MEASUREMENTS IN TAXONOMIC PROBLEMS
By R. A. FISHER, ScD., FRS.
Table T
I DISCRIMINANT FUNCTIONS 1
WHEN two or more populations have been measured in several characters, z;. ..., %,, | drieedom Iris ersicolor Iria virginica )
special interest attaches to certain linear functions of the measurements by which the Sepal | Scpal | Potal | Petal | Scpal | Sepal | Petal | Petal | Sepal | Sepal | Petal | Petal |
‘populations are best discriminated. At the author's suggestion use has already been made length | width | length | width | length | width | length | width | length | width f"{ﬂi | wideh |
of this fact in craniometry (a) by Mr E. S. Martin, who has applied the principle to the 51 | 35 ‘ 14 | 02 | 10 | 32 | 47 (T o |33 | o0 | 28
sex differences in measurements of the mandible, and (b) by Miss Mildred Barnard, who P s S ¢ B (-1 e IR I R O S S - S 1
showed how to obmn from a series of dated series the particular compound of cranial 46 | 31 15 | 02 | 55 | 23 [ 40 | 13 | &3 29| 50 | 18|
tinot 50 | 36 | 14 28 | 46 | 15 | 65 | 58 | 22
distinctly a pr - Tn the present paper 54 | 39 | 17 | os | 57 | 28 [ 45 | 13 | 76 | 30 | 6s | 21 ‘
the application or the same principle will be illustrated on & taxonomic problem; some w0 | 34 | 1| o | es | a3 | ar | de | ae | 2o | s | 1T
questions connected with the precision of the processes employed will also be discussed. R I < A S -+ e I O - -+ S
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https://en.wikipedia.org/wiki/Ronald_Fisher
http://onlinelibrary.wiley.com/doi/10.1111/j.1469-1809.1936.tb02137.x/epdf

from sklearn import datasets, preprocessing
datasets.load_iris() .data

irisdata

@ plus normalizacja preprocessing.StandardScaler — dla

-4

kazdej cechy érednia 0 i wariancja 1.

1-2 (sepal length-width)

o zakres [—4, 4] ustalony

na sztywno dla
lepszego poréwnywania

e w dalszym ciagu

odrzucimy lIris Setosa
(czerwone) bo za
dobrze sie oddziela

@ pozostanie Versicolor i

Virginica (zielone i
pomaranczowe)
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bez Iris Setosa

Ponownie dwie pierwsze cechy dla dwéch pozostawionych gatunkéw
bez podziatu i z podziatem na klasy.
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wszystkie , $ciany”’ z podziatem na klasy
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Poszukamy lepszego , punktu widzenia" ...
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Kierunki najlepiej rozrzucajagce dane — PCA

>>> from sklearn.decomposition import PCA

>>> pca = PCA(Q) .fit(irisdata)

>>> versic_pca, virgin_pca = map(
pca.transform, (irisversic, irisvirgin))
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PCA — Principal Component Analysis

Préba z rozktadu gaussowskiego
uktada sie w ksztatt elipsoidy. Kie-
runek najbardziej réznicujacy dane
jest kierunkiem w ktérym warian-
cja jest najwieksza — najdtuzsza
osia elipsoidy.

Kolejnego kierunku szukamy w _,
podprzestrzeni ortogonalnej do _,
pierwszego, i tak dalej ...

-8 -6 -4 -2 0 2 4 6 8 10

Bardziej konkretnie i abstrahujac od rozktadu Gaussa, analizujemy
macierz kowariancji préby (zaktadam, ze $rednie zostaty juz
znormalizowane):

R R
Sij = N Z XpiXnj lub S = N Z X,TXn
n=1 n=1
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PCA, cd.

Macierz kowariancji S jest symetryczna (oczywiscie!) i dodatnio
okreslona, bo wyrazenie

T, _ o N 0
vTSy =37 viSjy = (1/N) Y vixaixyy; = (1/N) 3 (v - x0)

jest wariancja rzutu préby na kierunek wektora v
Z ogdlnej teorii wynika, ze:
@ S ma D dodatnich wartosci wtasnych® — );. Zatézmy, ze
réznych — w praktyce degeneracja jest mato prawdopodobna.

@ Wektory wiasne w; s3 wzajemnie ortogonalne i w bazie z nich
zbudowanej S ma posta¢ diagonalng z wartosciami wtasnymi
na przekatnej. Elementy diagonalne to wariancje w kierunku
odpowiednich wektoréw wtasnych.

Czyli procedura jest jasna: kolejne kierunki gtéwne, to kolejne
wektory wtasne odpowiadajace najwiekszym wartosciom wtasnym!

1D — wymiar przestrzeni cech
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Wracamy do danych ...
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a a
3 34
2 2
-
14 e e ° o 14
-
-, e R o™
od = g - o4 .
S el W o
[d .--.
—1 4 ce®™ = —1 4
-
—24 © —2> 4
—34 _3
—ad _a
—a —2 o 2 a —a —2 o 2 a

>>> print pca.explained_variance_
[ 2.9579 0.5551 0.4057 0.0812 ]
>>> print pca.components_

[[ 0.50 0.43 0.54 0.50 ]

[ 0.22 -0.88 0.37 0.13]

[ -0.69 -0.05 0.01 0.71 ]

[ -0.46 0.13 0.74 -0.45 1]
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Transformacja tam i z powrotem

~Sktadowe” rzeczywiscie tworza uktad ortonormalny:

>>> U = pca.components_

>>> np.matmul (U, U.transpose())

array([[ 1.00e+00, 5.55e-17, -5.55e-17, -8.32e-17 ],
[ 5.55e-17, 1.00e+00, -8.32e-17, 8.32e-17 ],
[ -5.55e-17, -8.32e-17, 1.00e+00, -1.66e-16 1],
[ -8.32e-17, 8.32e-17, -1.66e-16, 1.00e+00 11)

Ale to takze oznacza, ze U7 jest macierza odwrotna do U.

Ui UT s3 uzywane przez
pca.transform() i pca.inverse_transform()
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Macierz kowariancji tu i tam

Nietrudno recznie przetransformowac macierz kowariancji z préby:
S — UuUsu”

>>> § = pca.get_covariance()
>>> 8

array([[ 1. , 0.55, 0.82, 0.59 1],
[0.55, 1. , 0.51, 0.56 1,
[0.82, 0.51, 1. , 0.821],

[ 0.59, 0.56, 0.82, 1. 1]

>>> S_pca = np.matmul (U, np.matmul (S, U.transpose()))

>>> S_pca

array([[ 2.95e+00, 1.11e-16, -4.99e-16, -2.60e-16 ],
[ 1.11e-16, 5.55e-01, -6.93e-17, 1.11e-16 1],
[ -6.66e-16, -1.11e-16, 4.05e-01, -6.93e-17 1],
[ -1.11e-16, -2.77e-17, -5.55e-17, 8.12e-02 11)

(pamigtamy: [ 2.9579 0.5551 0.4057 0.0812 1)
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Jak dobrze PCA-2D ttumaczy dane?

Wezmiemy tylko dwie pierwsze sktadowe PCA

>>> N = len(irisdata)
>>> iris_pca = pca.transform(irisdata)
>>> for n in range(N): iris_pcaln,2] = iris_pca[n,3] = 0.0

zastosujemy transformacje odwrotng i obliczymy $redni btad (na
wektor i ceche)

>>> irisdata_ = pca.inverse_transform(iris_pca)
>>> loss = sum([
. np.inner(v,v) for v in irisdata_ - irisdata ]) / N

>>> loss, loss/4
(0.486977, 0.121744)

Zapamietajmy ostatnig liczbe.
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Czas na sztuczng inteligencje!

from keras.models import Sequential

from keras.layers import Dense

gmdl = Sequential()

gmdl.add(Dense (2, input_dim=4, bias=False))

gmdl.add(Dense(4, bias=False))

gmdl.compile(optimizer="sgd", loss="mean_squared_error")

gmdl.fit(irisdata, irisdata, batch_size=10, nb_epoch=1000,
validation data=(irisdata, irisdata))

Liniowy auto-encoder
w2 loss[100] = 0.14194
w loss[200] = 0.12708
0s loss[400] = 0.12243
0s loss[999] = 0.12184
N (dla PCA mieligmy:
- 0.12174)
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Jak wydoby¢ zanurzenie?

emdl = Sequential()

emdl.add (Dense(2, input_dim=4, bias=False,
weights=gmdl.layers[0] .get_weights()))

emdl.compile(optimizer="sgd", loss="mean_squared_error")

emdl.predict(irisdata, batch_size=10)
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Pytania rézne

Czy jestesmy zadowoleni z efektéw dziatania modelu
~neuronowego'?

o Moze jesteSmy zdziwieni wynikiem?

o Jaki problem wiaze sie z tym modelem?

Warto przyjrze¢ sie jak zmienia sie zanurzenie w czasie
uczenia?

Jak sktoni¢ sie¢ do poszukiwania tego samego modelu co PCA?
W jaki$ ,naturalny” sposéb?
Jak skfoni¢ sie¢ zeby zrobita LDA?

Inne pytania?
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Lepiej?

PCA 2-D 2-D NN lin-auto-enc-reg
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Disclaimer

@ Praca Fishera nie byta o PCA, lecz o optymalnych
klasyfikatorach liniowych, czyli kierunkach maksymalnie
réznicujgcych klasy.

@ PCA nie widzi klas! (ale rysunki sa tadniejsze!)
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Wikipedia credits

CC BY-SA 3.0,
https://commons.wikimedia.org/w/index.php?curid=170298

CC BY-SA 3.0,
https://commons.wikimedia.org/w/index.php?curid=248095

By Frank Mayfield—originally posted to Flickr as Iris virginica shrevei
BLUE FLAG, CC BY-SA 2.0,
https://commons.wikimedia.org/w/index.php?curid=9805580

CC BY-SA 3.0,
https://commons.wikimedia.org/w/index.php?curid=109679

By Nicoguaro - Own work, CC BY 4.0,
https://commons.wikimedia.org/w/index.php?curid=46871195
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